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ABSTRACT

우울증 초기 진단 방법으로 자기보고식 우울증 선별 검사가 주로 쓰인다. 자기보고식 우울증 선별검사는 의료기관 이외에도 인터넷에

서 쉽게 접할 수 있으나, 이에 비해 우울증 선별 검사 결과에 따른 적절한 사후조치가 없어 오히려 치료에 대한 동기 결여로 인해 역효

과가 발생했다. 본 연구는 우울증 위험 척도 예측 결과 및 생체신호 분석 결과 시각화 제공을 통해 피검사자에게 의료기관 방문을 위한 

판단 참고 정보를 제공하고자 한다. 본 연구의 우울증 선별검사와 웨어러블 디바이스 통합 기술은 데이터 취득을 위한 DAQ 시스템, 

우울증 위험 척도 예측을 위한 인공지능 시스템, 인공지능모델의 입력이 될 생체신호 분석 결과와 우울증 위험 척도 예측 결과의 시각

화 시스템으로 구성된다. 특히, DAQ 시스템은, 본 연구과정에서 개발한 우울증 선별 검사 통합 비침습 생체신호 취득 시나리오 기반 

웨어러블 디바이스 전용 앱 포함하고 있다. 우울증 위험 척도 예측을 위한 인공지능 시스템의 경우, 직접 만 19세~50세 남,여 29명을 

대상으로 우울증 선별 검사 통합 시나리오 기반 데이터를 수집을 통해 인공지능 훈련 및 평가를 수행하여 적용했다.

Self-report depression screening tests are commonly used as an initial diagnosis method for depression. However, these tests are easily 

accessible on the internet, but there is no appropriate follow-up measure according to the test results, which leads to a counter-effect 

due to the lack of motivation for treatment. This study aims to provide reference information for the decision to visit a medical 

institution by providing visualized results of depression risk scale prediction and biosignal analysis. The system consists of a DAQ 

system for data acquisition, an artificial intelligence system for depression risk scale prediction, and a visualization system for 

biosignal analysis results and artificial intelligence prediction results. In particular, the DAQ system includes a wearable device- 

specific app based on a non-invasive biosignal acquisition scenario integrated with depression screening tests developed in this study. 

For the artificial intelligence system, we collected data from 29 male and female subjects aged 19 to 50 based on the integrated scenario 

and applied the artificial intelligence model trained and evaluated through the data.
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1. 서 론

우울증은 우울한 상태가 2주 이상 비정상적으로 길게 지속되어 일상생활에도 영향을 주는 질병으로 정신활동 능력 및 의욕 저

하, 식욕 저하, 수면 장애 등이 증상으로 나타나는 질병이다. 최근 우울증 환자 수는 2017년 69만 1,164명에서 2021년 93만 

3,481명으로 35.1%(연평균 7.8%) 증가했으며[1], 우울증으로 인한 사회경제적 비용은 4조 8,280억 원으로 2011년의 추정치의 3

조 3,873억 원이 비해 42% 증가 한 것으로 나타났다[2].

우울증의 진단 방법으로 우울증 선별 검사, 정신건강의학과 의사와 면담, 혈액학적 검사 및 뇌 영상 검사 등이 있으며, 우울증

의 초기 진단에서 일반적으로 자기보고식 우울증 선별 검사 활용을 많이 한다. 자기보고식 설문의 경우 대상자의 주관적인 경험

에 따라 응답의 편향이 발생할 수 있으며[3], 일부 환자들의 경우 우울증에 대한 오해나 두려움으로 인해 우울증 선별 검사의 결과

를 인정하지 않거나 치료를 기피할 가능성이 존재한다[4]. 특히 자기보고식 우울증 선별 검사는 의료기관이외에도 인터넷에서 쉽

게 접할 수 있으나, 이에 비해 우울증 선별 검사 결과에 따른 적절한 사후조치가 없어 오히려 치료에 대한 동기 결여로 인해 치료

에 역효과를 줄 수 있다[5].

본 연구는 Fig. 1과 같이 피검사자가 쉽게 구매할 수 있는 상용 웨어러블 디바이스(Galaxy Watch5)를 이용해 우울증 선별 검

사와 비침습적 생체 신호 취득 방법을 통합하여 단시간 생체신호 데이터를 취득하고, 인공지능모델 입력이 될 생체신호 분석 결

과와 우울증 위험 척도 예측 결과를 시각화하여 피검사자에게 의료기관 방문을 위한 판단 참고 정보로 제공을 통해, 의료융복합

적인 서비스에 기여하고자 한다.

Fig. 1. The depression screening test and wearable device integrated system

2. 선행 연구

Google scholar 및 Arxiv에서 검색된 9건의 wearable device를 사용한 연구들을 조사한 결과(Table 1 참고) 참가자별 데이터 

수집에 소요된 기간은 평균 9주이다. 웨어러블 기기를 착용한 상태에서 일상생활의 상호작용(통화 수, 문자 수 등), 행동 패턴(정

지, 걷기, 이동 시간 등), 수면 패턴, 생체 신호(심박수, 피부 온도 등) 등을 장기간 수집하였다. 수집된 데이터를 일, 주 또는 개월 

단위로 사용하여 우울증 수치를 예측하거나 우울증과 연관이 큰 바이오마커를 추출하는 것으로 나타났다. 이를 토대로 Machine 

Learning 모델을 훈련 및 평가를 통해 우울 증상에 대한 변화를 추정할 수 있다는 결과를 얻었다. 
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본 연구는 기존 연구가 1주일 이상의 장기간 일상생활로부터 데이터를 취득한 것과 달리 약 2시간 동안 우울증 선별 검사를 통

합한 생체신호 취득 시나리오 기반의 ECG, PPG, SpO2, BIA 데이터를 수집하고, 인공지능 기반의 우울증 위험 척도 예측 및 인

공지능 모델의 입력이 될 생체신호 분석 결과 정보 제공 시스템 피검사자에게 직접 제공한다는 차이점이 있다.

Table 1. Data collection period and model used in the preceding research

참고 문헌 수집 기간 사용 모델 설문지 사용 기기

[6] 13 주 Multiple Regression Analysis PHQ-9 Fitbit Charge 2

[7] 1 주 Random Forest, XGBoost DASS Smart phone

[8] 9 주 Boosting Ensemble, Random Forest HDRS-17 Smart phone, E4

[9] 24 주 kNN, Gradient Boosting, Random Forest, Decision Tree PHQ-9 Smart phone, Fitbit

[10] 4 주 kNN, XGBoost, Random Forest, SVM, Logistic Regression DASS Smart phone, Oura

[11] 13 주 Hierarchical Logistic Regression - Smart phone, Fitbit

[12] 8 주 XGBoost HAMD Silmee W20

[13] 2 주 Gaussian Process Model - Shimmer 3

[14] 4~15 주 LSTM 응용 모델 PHQ-9, SGDS-K E4

본 연구 2 시간 Logistic Regression, kNN, Naive Bayes, Random Forest, SVM 등 PHQ-9, K-BDI-2 Galaxy Watch5

3. 본 론

3.1 우울증 선별 검사 및 웨어러블 디바이스 선정

본 연구는 우울증 선별 검사에 있어, PHQ-9과 K-BDI-2를 선정하였다. 피검사자의 증상이 우울증이 아닌 스트레스로 인할 가

능성을 고려하여 PSS-10(한국판 지각 스트레스 척도) 검사 또한 사용하였다. PHQ-9, K-BDI-2, PSS-10에 대한 설명은 Table 2

를 참고바란다.

웨어러블 디바이스의 경우 우울증 선별검사는 의료기관 이외에도 다양한 곳에서 접할 수 있다는 점을 착안하여 상용 웨어러블 

디바이스 중, 취득한 생체신호 데이터를 직접 접근 할 수 있는 Galaxy Watch5를 선정했다. Galaxy Watch5의 경우 클라우드를 경

유하는 방법이 아닌 Samsung Privileged Health SDK를 통해 ECG, PPG Green, PPG IR 등의 Raw Data를 직접 취득가능하다.

Table 2. Information about selected depression screening tests

설문지 설명 점수 해석

PHQ-9[15]

PHQ-9(Patient Health Questionnaire)는 9문항 환자 건강 설문지로 일차 

진료 환경에서 성인 환자들의 우울증 존재와 심각도를 판단하기 위한 

진단 도구이다. 3분 이내로 작성할 수 있으며 PRIME-MD의 기존 기분 

모듈을 기반으로 지난 2주간의 우울증 9가지 DSM-IV 기준으로 간단히 

점수화 하였다.

0~4점: 우울 아님

5~9점: 가벼운 우울

10~19점: 중간 정도의 우울

20~27점: 심한 우울

K-BDI-2[16]
K-BDI-2(Korea Beck Depression Inventory 2)는1961년 개발되어 대상자가 

자신이 경험하는 우울증 증상을 평가하는 자기보고식 설문지로 지난 

2주간의 수면, 식욕 저하 또는 증가를 모두 평가할 수 있도록 설계되어 있다.

0~13점: 최경도 우울

14~19점: 경도 우울

20~28점: 중등도 우울

29~63점: 고도 우울
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Table 2. Information about selected depression screening tests (continued)

설문지 설명 점수 해석

PSS-10[17]
PSS-10(Perceived Stress Scale)은 지난 한 달간 일상생활에서 주관적으로 

느끼는 스트레스의 정도를 평가하는 척도이다.

0~12점: 정상적인 수준

13~15점: 약간의 스트레스를 받는 상태

16~18점: 중간 수준의 스트레스를 받는 상태

19점 이상: 심한 스트레스를 받는 상태

3.2 우울증 선별 검사 기반 우울증 위험 척도 예측을 위한 인공지능 훈련 및 평가 데이터 수집

본 연구는 인공지능 훈련 및 평가 데이터 수집을 위해 생명윤리교육 수료 및 건양대학교 IRB(기관생명윤리위원회)로부터 승

인(2023-07-016) 받은 후, Galaxy Watch5로부터 데이터 수집할 수 있는 DAQ 시스템(Data Acquisition)을 개발해 만 19세 이

상 50세 미만 남녀를 모집하여 다음의 절차대로 실험자와 피실험자가 간이 칸막이로 분리된 환경에서 약 2시간 진행했다.

① Galaxy Watch 5를 착용한다. Watch의 센서 부분을 손목에 정확하게 밀착.

② Galaxy Watch 5과 DAQ System 간 통신이 연결되었는지 확인.

③ Galaxy Watch 5에 나이, 성별, 키, 몸무게를 입력하고 BIA를 측정.

④ 피검사자는 다음의 각 단계에 대해 약 30분간 각 행동을 진행. 각 단계의 시작과 끝에 커프형 혈압계로 혈압 측정.

Fig. 2. A dedicated app for acquiring wearable device data based on depression screening tests

1) 우울증 선별 검사 작성(PHQ-9, PSS-10) : ECG 30초, SpO2 20초, PPG 30초를 1사이클 측정 후 한 문항 씩 기입.

2) 지속적 측정 단계: ECG 30초, SpO2 20초, PPG 30초를 지속적으로 측정.

3) 우울증 선별 검사 작성(K-BDI-2): ECG 30초, SpO2 20초, PPG 30초를 1사이클 측정 후 한 문항 씩 기입.

실험 전, 웨어러블 디바이스의 조작이 익숙하지 않은 경우를 대비해 사전 교육이 필요하며, 우울증 선별검사 시나리오 기반으

로 웨어러블 디바이스 데이터 취득 전용 앱 개발(Fig. 2)하여 본 실험의 절차를 따르도록 했다. 실험의 주의사항으로 손목시계형 

웨어러블 디바이스의 측성 센서와 손목 이탈이 발생할 가능성이 있다. 특히 손목이 가는 경우 이탈이 발생할 가능성이 높다. 이

로 인해 모집된 검사자 29명 중, 탈락 3명을 제외하고, 총 26명의 데이터를 사용했다. 이 중, 남성 12명, 여성 14명이며, 

PHQ-9(>=10: 10 명, <10: 16 명), K-BDI-2(>=14: 13 명, <14: 13 명), PSS-10(>=13: 23 명, <13: 3명)으로 집계되었다.
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3.3 데이터 분석

본 연구는 피검사자로부터 취득한 실시간 데이터에 대해 중점적으로 우울증 위험 척도 예측에 적용하였다. 피검사자마다 분

포가 큰 차이가 없는 SpO2를 제외하고, ECG, PPG Green, PPG IR에 대해 DAQ System으로부터 추출하여, 30초, 4초 범위의 

변화를 가시화하여 분석을 수행했다. 

30초 범위(Fig. 3)의 ECG, PPG Green, PPG IR 신호를 분석한 결과, 측정을 시작하는 순간 발생하는 급격한 신호의 변화, 참

가자의 움직임 호흡 등으로 인해 발생할 수 있는 큰 진폭과 낮은 진동수를 가지는 추세 노이즈[18] 그리고 신호 흐름에서 순간적으

로 크게 벗어나는 이상치가 발견되었다. 4초간 범위(Fig. 4)의 ECG, PPG Green, PPG IR 신호를 분석한 결과, ECG 신호에서 

PQRST 파형 확인이 가능하며, 심박수와 일치하는 분상 60~70회의 ECG, PPG Green, PPG IR 진동수 그리고 ECG, PPG IR에 

존재하는 고주파 노이즈가 발견되었다. 특히 30초와 4초에서 공통적으로 시작지점과 끝 지점에서 큰 폭의 변화가 나타났다.

Fig. 3. Example of ECG in 30 seconds Fig. 4. Example of ECG in 4 seconds

3.4 데이터 노이즈 필터링

30초, 4초 간 ECG, PPG Green, PPG IR 데이터에서 공통적으로 발견된 시작 지점과 끝 지점의 큰 폭의 변화에 대해서는 시작 

4초, 끝 1초의 데이터를 제거하여 필터링을 수행했다.

전체적으로 데이터의 기본 특성과 무관한 패턴이 표시되는 추세 노이즈에 대해서는 OLS을 사용해 추세에서 선형적인 부분

을 추출해 제거하는 방법과 STL(Seasonal Trend docomposition using LOESS)을 사용해 국소적으로 가중 평균을 계산한 뒤 다

항식 근사를 하는 과정을 반복하여 곡선 형태의 추세를 찾아 제거하는 방법 중, STL을 적용하여 추세 노이즈를 제거하고 데이터

를 평활화 했다. Table 3을 통해 OLS가 STL에 비해 여전히 추세가 남아 있는 것을 확인 할 수 있다.

Table 3. Comparison of trend removal using OLS and STL

OLS STL
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이상치에 대해서는 IQR(InterQuartile Range)를 사용하여 이상치의 기준을 선정했다. IQR은 데이터를 크기 순으로 정렬하

여, 상위 25% 값 Q3에서 하위 25% 값 Q1을 뺀 값으로, 이상치의 기준은 Q1-1.5*IQR 보다 작거나, Q3+1.5*IQR보다 큰 값으로 

정의하였다. 이상치로 판단된 데이터에 대해서는 1차원 직선상에서 두 점의 값이 주어졌을 때, 그 사이의 값을 추정하기 위해 직

선거리에 따라 선형적으로 계산(비례식)하는 선형 보간법을 적용했다.

고주파 노이즈를 포함한 각종 노이즈에 대해서는 Wavelet Transform을 적용하여 제거했다. Fourier Transform은 주어진 함

수를 삼각함수의 합으로 근사해 주파수 영역으로 변환하는 반면 Wavelet Transform은 Wavelet이라하는 특정 조건을 만족시키

는 함수들로 주어진 함수를 근사한다. 근사된 함수에 대해 일정 Threshold 값보다 가중치가 큰 Wavelet 함수들만 남기고, 이외

에는 제거함으로써 데이터를 필터링 한다. Threshold 값을 0.01(Fig. 5), 0.02(Fig. 6), 0.05(Fig. 7), 0.1(Fig. 8)로 변환하여 원본 

데이터의 훼손 효과와 노이즈 감소 효과를 경험적 관찰한 뒤, 0.05를 적용했다.

Fig. 5. Applying the wavelet transform(0.01) Fig. 6. Applying the wavelet transform(0.02)

Fig. 7. Applying the wavelet transform(0.05) Fig. 8. Applying the wavelet transform(0.1)

3.5 데이터 Feature 추출 및 상관계수에 따른 Feature 단일화 기법 적용

피검사자 한 사람의 노이즈 필터링 된 ECG로부터 PQRST 분석을 통해 PR Interval, QT Interval, ST Segment, QRS 

Duration Feature를 3000개 이상의 데이터 누적 추출하였다. 이에 대해 우울증 위험 척도 예측을 위한 인공지능 훈련 및 평가에 

사용하기 위한 단일 값으로 만들기 위해 평균과 표준편차를 적용했다. 노이즈 필터링 된 PPG Green, PPG IR의 경우 다른 연구[19]

에서 진폭(Systolic Amplitude),너비(Pulse Width), 넓이(Pulse Area) 추출한 것을 참고하여, Fig. 9와 같이 Height, Area, 

Interval 25, Interval 50, Interval 75를 추출한 뒤, 평균과 표준편차를 적용했다.
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Fig. 9. PPG feature extraction

PPG Green, PPG IR로부터 추출한 Feature 간 상관계수가 0.9이상으로 높아 인공지능 모델의 성능을 낮출 수 있는 Feature에 

대해 단일화를 수행했다. ECG 데이터의 경우 추출한 Feature 간 상관계수가 0.2~0.6으로 나타남에 따라 단일화를 진행하지 않

았다. PPG Green과 PPG IR의 경우 이전 20개의 Feature에서 단일화 이후 8개로 줄었으며, 8개의 Feature(PPG Green Interval 

50 Mean, PPG Green Interval 50 SD, PPG IR Interval 50 Mean, PPG IR Interval 50 SD, PPG Green Height Mean, PPG Green 

Height SD, PPG IR Height Mean, PPG IR Height SD )에 대해 Min-Max Scaling이 적용되었다.

3.6 PCA 적용을 통한 우울증 위험 척도 예측 인공지능 모델 훈련 및 평가

우울증 위험 척도 예측 인공지능 모델 훈련 및 평가를 위해, 피검사자들로부터 추출한 데이터에 대해 3 개의 Random Seed를 

도입하고, 각 Random Seed에 훈련 대비 검증 비율 8:2의 k-fold 기법을 적용하여 데이터 편향의 오류 최소화를 시도하였다. 본 

연구에서 시도한 모델은 Logistic Regression, kNN, Naive Bayes, Random Forest, SVM 등이 있으며, kNN의 경우 k=5로 설정

하였으며, Random Forest의 경우 100개의 Tree와 Tree 최대 깊이를 2로 설정하고 Gini Impurity를 사용했다. SVM의 경우 결정

경계의 넓이에 관여하는 Gamma 값을 1/(입력된 피검사자의 사람 수 * 입력된 Feature에 대한 분산)을 사용했다. 

인공지능 모델의 과적합을 방지하기 위해 고차원의 데이터를 저차원의 데이터로 사상하는 방법인 PCA를 적용하였다. PCA

는 2,4,6,8 차원을 적용했다.

인공지능 평가를 위해 Accuracy, Precision, F1 Score를 사용했다. 다중 분류 문제에서는 Recall은 각 라벨마다 구한 Recall 

값에 클래스 고려한 가중 평균을 적용하여 얻어 과정에서 Recall은 Accuracy와 같은 값을 가지게 된다. 따라서 본 연구에서는 

Recall은 생략한다[20]. 결과 비교 기준을 최빈값으로 사용하였으며, Table 4, Table 5, Table 6에 최빈값 보다 좋은 결과가 나온 

경우 파란색으로 표시되었다.
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Table 4. The predicting depression risk scale PHQ-9

Train Accuracy, 최빈값 0.45 Validation Accuracy, 최빈값 0.44

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.49 0.63 0.70 0.77 0.40 0.3 0.25 0.26

kNN 0.52 0.62 0.57 0.55 0.32 0.48 0.48 0.49

Naive Bayes 0.51 0.69 0.74 0.83 0.22 0.39 0.23 0.26

Random Forest 0.66 0.78 0.82 0.80 0.38 0.45 0.44 0.41

SVM 0.49 0.66 0.72 0.72 0.40 0.47 0.48 0.46

Train Precision, 최빈값 0.2 Validation Precision, 최빈값 0.22

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.4 0.63 0.71 0.79 0.29 0.25 0.22 0.24

kNN 0.46 0.55 0.48 0.45 0.22 0.38 0.33 0.34

Naive Bayes 0.51 0.71 0.75 0.84 0.16 0.35 0.21 0.24

Random Forest 0.66 0.79 0.83 0.83 0.23 0.38 0.3 0.24

SVM 0.34 0.7 0.74 0.75 0.22 0.27 0.28 0.24

Train F1 Score, 최빈값 0.28 Validation F1 Score, 최빈값 0.29

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.4 0.59 0.68 0.76 0.31 0.25 0.22 0.23

kNN 0.45 0.55 0.49 0.46 0.25 0.39 0.38 0.38

Naive Bayes 0.48 0.69 0.73 0.83 0.17 0.34 0.2 0.22

Random Forest 0.59 0.73 0.79 0.79 0.25 0.37 0.34 0.29

SVM 0.35 0.6 0.67 0.67 0.28 0.33 0.34 0.31

Table 5. The predicting depression risk scale K-BDI-2

Train Accuracy, 최빈값 0.52 Validation Accuracy, 최빈값 0.51 

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.57 0.75 0.79 0.82 0.41 0.5 0.46 0.46

kNN 0.56 0.59 0.68 0.64 0.36 0.49 0.63 0.53

Naive Bayes 0.59 0.77 0.82 0.86 0.39 0.52 0.41 0.42

Random Forest 0.70 0.80 0.84 0.84 0.40 0.56 0.58 0.49

SVM 0.56 0.77 0.82 0.82 0.42 0.54 0.56 0.53

Train Precision, 최빈값 0.27 Validation Precision, 최빈값 0.28

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.47 0.76 0.78 0.84 0.27 0.51 0.53 0.54

kNN 0.51 0.64 0.55 0.53 0.29 0.43 0.54 0.45

Naive Bayes 0.6 0.79 0.84 0.88 0.38 0.47 0.39 0.36

Random Forest 0.7 0.8 0.83 0.86 0.29 0.55 0.49 0.42

SVM 0.43 0.83 0.85 0.86 0.27 0.4 0.38 0.34

Train F1 Score, 최빈값 0.28 Validation F1 Score, 최빈값 0.29

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.47 0.74 0.78 0.82 0.31 0.47 0.45 0.43

kNN 0.51 0.64 0.6 0.57 0.29 0.42 0.55 0.46

Naive Bayes 0.55 0.76 0.81 0.86 0.35 0.46 0.38 0.37

Random Forest 0.66 0.77 0.82 0.84 0.32 0.5 0.47 0.41

SVM 0.44 0.74 0.8 0.8 0.31 0.44 0.44 0.41
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Table 6. The predicting stress risk scale PSS-10

Train Accuracy, 최빈값 0.54 Validation Accuracy, 최빈값 0.36

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.57 0.72 0.77 0.79 0.25 0.39 0.39 0.36

kNN 0.61 0.67 0.67 0.64 0.25 0.34 0.39 0.33

Naive Bayes 0.60 0.73 0.75 0.80 0.26 0.33 0.34 0.33

Random Forest 0.85 0.90 0.95 0.97 0.16 0.28 0.27 0.21

SVM 0.63 0.81 0.84 0.86 0.19 0.27 0.24 0.25

Train Precision, 최빈값 0.29 Validation Precision, 최빈값 0.15

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.57 0.72 0.78 0.79 0.16 0.42 0.43 0.4

kNN 0.59 0.67 0.67 0.64 0.19 0.4 0.51 0.4

Naive Bayes 0.6 0.73 0.76 0.8 0.28 0.4 0.44 0.43

Random Forest 0.88 0.92 0.95 0.97 0.18 0.22 0.27 0.2

SVM 0.66 0.81 0.84 0.89 0.1 0.29 0.25 0.27

Train F1 Score, 최빈값 0.35 Validation F1 Score, 최빈값 0.36

PCA Dimension Dim 2 Dim 4 Dim 6 Dim 8 Dim 2 Dim 4 Dim 6 Dim 8

Logistic Regression 0.53 0.72 0.77 0.78 0.18 0.37 0.38 0.36

kNN 0.58 0.65 0.66 0.63 0.21 0.32 0.38 0.31

Naive Bayes 0.9 0.72 0.74 0.79 0.23 0.32 0.35 0.34

Random Forest 0.86 0.9 0.96 0.96 0.14 0.24 0.23 0.18

SVM 0.57 0.8 0.83 0.85 0.13 0.25 0.21 0.22

3.7 생체신호 분석 결과 및 우울증 위험 척도 예측 결과 시각화 프로그램 개발

본 연구는 피검사자에게 의료기관 방문을 위한 판단 참고 정보를 제공하기 위해 인공지능 모델 입력이 될 생체신호 분석 결과

와 우울증 위험 척도 예측 결과를 시각화하는 프로그램을 개발했다. Fig. 10의 ①, ②, ③은 노이즈 필터링된 ECG, PPG Green, 

Fig. 10. Depression risk scale prediction and biometric signal analysis visualization program
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PPG IR에 대한 Chart를 보여주며, 피검사자로부터 추출된 생체신호 가시화에 사용된다. ④은 ECG 데이터의 PQRST 분석에 따

른 자세한 결과를 Chart로 표현된다. 이 결과가 우울증 위험 척도 예측을 위한 인공지능 시스템의 직접적인 입력 값이 된다. ⑥의 

경우 사용자가 ⑤에서 선택한 인공지능 모델이 예측한 결과를 보여준다.

본 프로그램 Node.js와 React.js, SQLite, Python을 이용해 개발되었으며, 향후 피검사자에게 우울증 위험 척도 예측 과정을 

설명하고, 결과를 해석할 수 있는 자료를 추가하여 결과에 대한 신뢰를 높이도록 연구 개발이 필요하다.

4 . 결 론

본 연구는 우울증 위험 척도 예측을 위해 우울증 선별 검사와 통합된 비침습 생체신호 취득을 위한 시나리오 기반 웨어러블 디

바이스 전용앱이 포함된 데이터 취득 시스템, 인공지능 모델의 입력이 될 생체신호 분석 결과와 우울증 위험 척도 예측 결과 시

각화 프로그램을 개발했다. 그리고 우울증 위험 척도 예측을 위한 인공지능 훈련 및 평가를 위해 만 19세~50세 남, 여 29명을 모

집하여, 중 탈락 3명을 제외한, 총 26명으로부터 생체신호(ECG, PPG Green, PPG IR 등)과 우울증 선별 검사(PHQ-9, 

K-BDI-2) 결과를 수집했다. 수집된 생체 신호 경우 다양한 노이즈(추세, 이상치, 고주파 노이즈 등)가 포함되어 있어, STL, IQR 

그리고 Wavelet Transform 노이즈 필터링을 적용했다. 이후, ECG와 PPG Green, PPG IR로부터 Feature를 추출 및 상관관계 

0.9이상인 Feature에 대해 단일화 적용했다. 인공지능 모델의 과적합 방지를 위해 PCA 기법을 도입하여 훈련 및 평가를 실시했

다. 실시한 결과 PCA를 통해 6차원으로 변한 공간에서 훈련된 kNN, SVM 모델이 Accuracy, Precision, F1 Score 지표에서 최

빈값을 상화하는 것을 확인했다. 특히 kNN 모델은 K-BDI-2 검사 지표에서 모두 0.5 이상의 결과를 기록했다. 이에 따라, 단시간 

측정한 생체신호가 우울증 선별검사 결과 기반의 우울증 위험 척도 예측에 낮은 수준의 유의미한 영향을 준다는 사실을 확인했

다. 본 연구가 평균 9주를 동안 피검사자의 생활 패턴과 수면패턴 등을 다각도로 데이터를 수집한 선행연구와 다르게 , 실험실 환

경에서 약 2시간 동안 웨어러블 디바이스 전용 앱을 활용해 생체 신호와 우울증 선별 검사를 데이터를 수집한 상황에 대한 고려

가 필요하며, 향후 선행 연구의 방법론을 도입한 확대 연구가 필요하다.
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